
ISPEC Tarım Bilimleri Dergisi, 10(2): 575-588, 2026 
ISPEC Journal of Agricultural Sciences, 10(2): 575-588, 2026                                 
DOI: https://doi.org/10.5281/zenodo.20261128 

                                      

 
 

Atıf: Çelik, Ş., Çakır, Y., 2026. Türkiye’de İnek Sütü Üretim Miktarının Yapay Sinir Ağları ile Modellenmesi ve Öngörüsü. 
ISPEC Tarım Bilimleri Dergisi, 10(2): 575-588. DOI: https://doi.org/10.5281/zenodo.20261128                                       
Citation: Çelik, Ş., Çakır, Y., 2026. Modeling and Predicting of Cow Milk Production Amount in Türkiye with Artificial 
Neural Networks. ISPEC Journal of Agricultural Sciences, 10(2): 575-588. DOI: https://doi.org/10.5281/zenodo.20261128                                     

© Bu çalışma ISPEC Tarım Bilimleri Dergisi tarafından Creative Commons Lisansı (https://creativecommons.org/licenses/by-
nc/4.0/) kapsamında yayınlanmıştır.  

Türkiye’de İnek Sütü Üretim Miktarının Yapay Sinir Ağları ile Modellenmesi ve 
Öngörüsü 

 
Şenol ÇELİK 1* , Yusuf ÇAKIR 2   

1 Bingöl Üniversitesi, Ziraat Fakültesi, Zootekni Bölümü, Biyometri ve Genetik, Bingöl 
2 Bingöl Üniversitesi, Gıda, Tarım ve Hayvancılık Meslek Yüksekokulu, Gıda İşleme Bölümü, Bingöl 
*Sorumlu Yazar (Corresponding author): senolcelik@bingol.edu.tr 
 

Özet 
Bu çalışma, bir Yapay Sinir Ağı (YSA) modelinin çok yıllık bir zaman 
serisi üzerindeki performansını değerlendirmekte ve geleceğe yönelik 
öngörülerini sunmaktadır. Araştırma verileri Türkiye’de 2010 yılı Ocak-
2025 yılı Ağustos dönemine ait inek sütü üretim miktarı verilerinden 
oluşmaktadır. Modelin performans değerlendirmesinde belirleme 
katsayısı (R2) Hata Kareler Ortalaması Karekökü (RMSE) ve Ortalama 
Mutlak Hata (MAE) gibi nicel metrikler kullanılmıştır. Model, yüksek bir 
açıklayıcı güce sahiptir (R2=0.877). Bu durum modelin, veri setindeki 
toplam varyansın yaklaşık %88’ini başarıyla açıkladığını ve serinin uzun 
vadeli eğilimini ve güçlü yıllık mevsimselliğini etkin bir şekilde 
yakaladığını göstermektedir. Uygulamada; 12 girdi, 12 gizli ve 1 çıktı 
nöronundan oluşan Levenberg-Marquardt geri yayılım algoritması 
(trainlm) şeklindeki bir ağ modeli kullanılmıştır. Model, Türkiye’de 2026 
yılı Ocak-Aralık döneminde 920046,79-985781,57 ton aralığında değişen 
inek sütü üretim miktarlarına ait tahminler sunmuştur. Ayrıca model, 
mevsimsel olarak en yüksek (zirve) inek sütü üretiminin Mart ve Mayıs 
aylarında, en düşük (dip) inek sütü üretiminin ise Eylül ve Kasım 
aylarında gerçekleşeceğini öngörmüştür. YSA modelinin, hayvansal 
ürünlerin üretim modellemesinde uygun sonuçlar verdiği saptanmıştır. 
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Modeling and Predicting of Cow Milk Production Amount in Türkiye with Artificial 
Neural Networks 

Abstract  
This study evaluates the performance of an Artificial Neural Network 
(ANN) model on a multi-year time series and presents its future 
predictions. The research data consists of cow milk production amount 
data in Türkiye for the period January 2010 to August 2025. Quantitative 
metrics such as the coefficient of determination (R2), Root Mean Square 
Error (RMSE), and Mean Absolute Error (MAE) were used in evaluating 
the model’s performance. The model has high explanatory power 
(R2=0.877). This indicates that the model successfully explains 
approximately 88% of the total variance in the dataset and effectively 
captures the long-term trend and strong annual seasonality of the series. 
In the application, a network model in the form of the Levenberg-
Marquardt backpropagation algorithm (trainlm), consisting of 12 input 
neurons, 12 hidden neurons, and 1 output neuron, was used. The model 
provides estimates for cow milk production amount in Türkiye during the 
January-December 2026 period, ranging from 920046,79 tons to 
985781,57 tons. The model also predicted that the seasonally highest 
(peak) cow milk production would occur in March and May, and the 
lowest (bottom) cow milk production would occur in September and 
November. The ANN model was found to provide suitable results in the 
production modeling of animal products. 
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1. Giriş 
İnek sütü, dünya genelinde insan 

beslenmesinde önemli bir yere sahip, yüksek 
besin değerine sahip bir ürün olarak kabul 
edilmektedir (Gu ve ark., 2021). Süt, çoğu 
zaman mükemmel gıda olarak 
nitelendirilmektedir (Murphy ve ark., 2017). 
Sütün içeriği; genetik yapı, çevresel etmenler, 
hayvan ırkı ve birçok içsel ya da dışsal 
faktörler doğrultusunda değişiklik gösterebilir. 
Laktoz, süt yağı, proteinler, vitaminler ve 
minerallerin birlikte bulunması sütü besleyici 
ve sağlıklı bir sıvı haline getirmektedir. Süt 
üreten çiftlik hayvanları arasında inek sütü en 
yaygın olarak tüketilen süt türüdür (Chauhan 
ve ark., 2021). İnekler, süt üretiminde başlıca 
tür olarak görülmektedir. Verilere göre dünya 
süt üretiminin yaklaşık %85’i inek, %11’i 
manda, %1.4’ü koyun, %3.4’ü keçi ve %0.2’si 
ise deve sütünden oluşmaktadır (Gökçe ve 
Bayraktar, 2023). Süt, insanların 
beslenmesinde doğumdan başlayarak yaşamın 
her döneminde gerekli olan ve önemli makro 
ve mikro besin öğelerini yeterli miktarda 
içeren en temel gıdadır. Makro besin öğeleri 
açısından değerlendirildiğinde inek sütü, temel 
olarak su (%85-87), karbonhidratlar (%5), 
proteinler (%2.9-3.5) ve yağlardan (%3.8-5.5) 
oluşan bir yapıya sahiptir. Mikro besin 
bileşenleri yönünden ise inek sütü; mineraller, 
vücut için gerekli mineral tuzları, vitaminler, 
organik asitler, hormonlar, enzimler, büyüme 
faktörleri, sitokinler, biyojenik aminler, 
nükleotidler, immünoglobulinler, 
oligosakkaritler, peptitler ve çeşitli biyoaktif 
peptitler gibi çok sayıda biyolojik açıdan etkili 
bileşik barındırır (Metin, 2017; Serdar Eymirli 
ve ark., 2019). Süt bileşimindeki; laktoz, 
kolayca sindirilebilir süt yağı, esansiyel yağ 
asitleri, biyolojik değeri yüksek süt proteinleri, 

esansiyel amino asitler, fosfolipitler, özellikle 
kalsiyum ve fosfor başta olmak üzere bazı 
önemli mineraller, riboflavin (B2), B12, A 
ve/veya β karoten gibi vitaminler ve daha 
birçok bileşeni yeterli ve dengeli bir şekilde 
içermesinden dolayı çok önemli bir gıdadır 
(Çakmakçı, 2020). Bu nedenle günlük 
beslenmede süt ve/veya süt ürünleri (peynir, 
yoğurt vb.) insanların dengeli beslenmesi ve 
sağlığı açısından hayati öneme sahip gıda 
grubudur. Süt, yalnızca insanların 
beslenmesinde temel bir rol üstlenmekle 
kalmaz; aynı zamanda sağlık açısından 
vücudun sıvı dengesinin korunmasında, yeni 
doğan memelilerin bağışıklık sisteminin 
gelişmesinde ve bağırsak mikroflorasının 
şekillenmesinde kritik bir göreve sahiptir 
(Murphy ve ark., 2017). Bunun yanında, yine 
süt sağlık açısından; kan basıncının 
düşürülmesi, osteoporoz, inme (felç) ve kolon 
kanseri riskinin azaltılması gibi çeşitli sağlık 
yararları nedeniyle temel besleyici gıda 
kaynaklarından biri olarak 
değerlendirilmektedir (Kumar ve ark., 2014; 
2016; Turkmen, 2017). Sütte bulunan her bir 
bileşen, insan sağlığı açısından farklı bir işlev 
taşımaktadır. Özellikle süt proteinlerinin; gıda 
tüketimini, tokluk hissini ve çeşitli metabolik 
rahatsızlıkları düzenlemede önemli görevlere 
sahip olduğu belirtilmektedir (Bhattarai, 2012; 
Prosser, 2021; Gökçe ve Bayraktar, 2023). 
Türkiye’de 2020-2024 yıllarında inek sütü, 
manda sütü, koyun sütü, keçi sütü ve toplam 
süt üretimi miktarları (Ton) Tablo 1’de 
verilmiştir. Ayrıca, Türkiye’de 2020-2024 
yıllarında inek sütü, manda sütü, koyun sütü, 
keçi sütü ve toplam süt üretimi miktarlarındaki 
artış ve azalışlar da Tablo 1’de görülmektedir 
(Tüik, 2020; 2021; 2022; 2023; 2024). 
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Tablo 1. Türkiye’de 2020-2024 yıllarında inek, manda, koyun, keçi sütleri ve toplam süt üretimi 
miktarları (Ton)  
Table 1. Amounts of cow, buffalo, sheep, goat milk and total milk production in Türkiye between 2020-
2024 (Tons) 

Süt türü Türkiye’de 2020-2024 yıllarında süt üretim miktarları (Ton) 
2020 2021 2022 2023 2024 

İnek sütü 21 749 342 21 370 116 19 912 135 19 961 908 21 040 442 
Manda sütü 63 767 63 643 43 589 43 025 58 122 
Koyun sütü 1 101 065 1 143 762 1 067 342 933 576 906 945 
Keçi sütü 589 617 622 785 540 426 543 058 482 247 
Toplam süt 23 503 790 23 200 306 21 563 492 21 481 567 22 487 757 

 

Türkiye’de 2021 yılında inek sütü üretim 
miktarı 2020 yılına göre; %1.7 azalmış, manda 
sütü üretim miktarı %0.2 azalmış, koyun sütü 
üretim miktarı %3.9 artmış, keçi sütü üretim 
miktarı %5.6 artmış, toplam süt üretim miktarı 
ise %1.3 azalmıştır (Tüik, 2020; 2021). 2022 
yılında inek sütü üretim miktarı 2021 yılına 
göre; %6.8 azalmış, manda sütü üretim miktarı 
%31.5 azalmış, koyun sütü üretim miktarı 
%6.7 azalmış, keçi sütü üretim miktarı %13.2 
azalmış, toplam süt üretim miktarı ise %7.1 
azalmıştır (Tüik, 2022). 2023 yılında inek sütü 
üretim miktarı 2022 yılına göre; %0.2 artmış, 
manda sütü üretim miktarı %1.3 azalmış, 
koyun sütü üretim miktarı %12.5 azalmış, keçi 
sütü üretim miktarı %0.5 artmış, toplam süt 
üretim miktarı ise %0.4 azalmıştır (Tüik, 
2023). 2024 yılında inek sütü üretim miktarı 
2023 yılına göre; %5.4 artmış, manda sütü 
üretim miktarı %35.1 artmış, koyun sütü 
üretim miktarı %2.9 azalmış, keçi sütü üretim 
miktarı %11.2 azalmış, toplam süt üretim 
miktarı ise %4.7 artmıştır (Tüik, 2024). 
Türkiye’de 2020 yılında çiğ süt üretiminin 
%92.5’ini inek sütü, %4.7’sini koyun sütü, 
%2.5’ini keçi sütü ve %0.3’ünü manda sütü 
oluşturmuştur. 2021 yılında çiğ süt üretiminin 
%92.1’ini inek sütü, %4.9’unu koyun sütü, 
%2.7’sini keçi sütü ve %0.3’ünü manda sütü 
oluşturmuştur (Tüik, 2020; 2021). 2022 yılında 
çiğ süt üretiminin %92.3’ünü inek sütü, 
%4.9’unu koyun sütü, %2.5’ini keçi sütü ve 
%0.2’sini manda sütü oluşturmuştur (Tüik, 
2022). 2023 yılında çiğ süt üretiminin 
%92.9’unu inek sütü, %4.3’ünü koyun sütü, 
%2.5’ini keçi sütü ve %0.2’sini manda sütü 
oluşturmuştur (Tüik, 2023). 2024 yılında çiğ 
süt üretiminin %93.6’sını inek sütü, %4’ünü 
koyun sütü,  %2.1’ini keçi sütü ve %0.3’ünü 

manda sütü oluşturmuştur (Tüik, 2024). 
Hayvansal üretimde süt sığırcılığı alanında süt 
üretim miktarı ve süt veriminin, yapay sinir 
ağları kullanılarak tahmin edildiği çalışmalar 
literatürde çok artmıştır. Grzesiak ve ark. 
(2003), kısmi laktasyon verilerini kullanarak 
305 günlük laktasyon süt veriminin tahmininde 
çoklu regresyon ile yapay sinir ağı modellerini 
karşılaştırmışlardır. Yapay sinir ağlarının ele 
alınan özellikler açısından regresyon analizine 
uygun bir alternatif yöntem olabileceği ifade 
edilmiştir. Grzesiak ve ark. (2006), 
gerçekleştirdikleri araştırmada tam ve 
standardize laktasyonlarda süt veriminin 
tahmini için yapay sinir ağlarını iki farklı veri 
seti üzerinde uygulamışlardır. Elde edilen 
bulgular, kurulan yapay sinir ağı modelinin 
regresyon modeline kıyasla daha yüksek 
belirleme katsayısı ve daha düşük hata oranı 
sunarak üstün performans gösterdiğini ortaya 
koymuştur. Sharma ve ark. (2007), melez süt 
sığırlarının ilk laktasyondaki 305 günlük süt 
verimini öngörmek için çoklu doğrusal 
regresyon modeli ile yapay sinir ağları 
yaklaşımlarını değerlendirmişlerdir. Yapay 
sinir ağı modelinin süt verimi tahmininde 
çoklu doğrusal regresyon modeline kıyasla 
%92 oranında daha yüksek doğruluk 
sağladığını ortaya koymuştur (Akıllı ve Atıl, 
2014). Takma ve ark. (2012), araştırmalarında 
Siyah Alaca ırkı ineklerde laktasyon süt 
verimini etkileyen laktasyon süresi, 
buzağılama yılı ve servis periyodu faktörlerini 
hem çoklu regresyon modeli hem de yapay 
sinir ağı modeli ile analiz etmişler ve bu 
modellerin uyum performanslarını 
karşılaştırmışlardır. Yazarların araştırmasında 
kullanılan süt verimlerinin tahminlenmesinde 
yapay sinir ağı modelinin çoklu doğrusal 
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regresyon modelinden daha iyi performans 
sağladığı belirlenmiştir. Ergülen ve Topuz 
(2008), Niğde ilinde çeşitli ırklarla süt 
sığırcılığı yapan işletmelerde bulunan Siyah 
Alaca, Montofon (Esmer) ve Yerli sığır 
ırklarda laktasyon süt verimlerinin (kg) tahmin 
edilmesinde, MLP tabanlı yapay sinir ağlarını 
modellemişlerdir. Küçükönder ve ark. (2015), 
araştırmalarında Çukurova Bölgesi’nde 142 
baş Siyah Alaca ırkı ineklerde laktasyon sayısı 
ve laktasyon süresinin süt verimine olan etkisi 
yapay sinir ağı (YSA) yaklaşımı kullanılarak 
incelenmiştir. Yazarlar gizli katmanda 3 
nöronun bulunduğu ve aktivasyon fonksiyonu 
olarak hiperbolik tanjant fonksiyonunun 
kullanıldığı uygun modeli belirlemişlerdir. 
Yapay sinir ağları (YSA), deneme yolu ile 
öğrenme ve genelleştirme yapabilmektedir. 
YSA geleceği tahmin etmede önemli bir 
yöntemdir. YSA, veriler arasındaki bilinmeyen 
ve fark edilmesi güç ilişkileri ortaya 
çıkartabilir. YSA’nın eğitilebilmesi ve hedef 
çıktılara ulaşılması için çok sayıda girdi ve 
çıktı dizisine ihtiyaç duyulur. YSA, insan 
beyninin fonksiyonel özelliklerine benzer 
şekilde öğrenme, optimizasyon, analiz, 
sınıflandırma, genelleme ve ilişkilendirme gibi 
konularda başarılı olarak uygulanmaktadır 
(Öztemel, 2012). YSA, genelde çok farklı 
yapıda ve formlarda bulunabilen enformasyon 
verilerinin çok hızlı bir şekilde tanımlanarak 
algılanması esasına dayanır. YSA, veriler 
arasındaki bilinmeyen ve fark edilmesi güç 
ilişkileri ortaya çıkartabilir. Girdi ve çıktı 
değişkenleri arasındaki herhangi bir ön bilgiye 
ihtiyaç duymadan, herhangi bir varsayımda 
bulunmadan, doğrusal olmayan modellemeyi 
sağlayabilmektedir (Kaastra ve Boyd, 1996). 
Bu çalışmanın amacı, Türkiye’de inek sütü 

üretim miktarını modellemek ve öngörü 
yapacak bir Yapay Sinir Ağı (YSA) modeli 
geliştirilebileceğini göstermektir. 
 
2. Materyal ve Yöntem 
2.1. Materyal 

Çalışmanın materyalini Türkiye İstatistik 
Kurumu’nun web adresinden alınan “Süt ve 
Süt Ürünleri Üretim Miktarı (Ton)” başlığı 
altında inek sütü üretim miktarı oluşturmuştur 
(Tüik, 2025). Çalışmada Türkiye’de 2010 yılı 
Ocak-2025 yılı Ağustos dönemi veriler 
kullanılmış ve yapay sinir ağları (YSA) ile 
analiz edilmiştir. Uygun modeller 
belirlendikten sonra Türkiye’de 2026 yılı 
Ocak-Aralık dönemi inek sütü üretim miktarı 
öngörüsü yapılmıştır.  
 
2.2. Yöntem 
 2.2.1. Yapay sinir ağları (YSA) 

YSA’nın çalışmasına esas teşkil eden en 
küçük birimler, yapay sinir hücresi ya da işlem 
elemanı olarak adlandırılır. Yapay sinir hücresi 
girdiler, ağırlıklar, toplama fonksiyonu, 
aktivasyon fonksiyonu ve çıkış olmak üzere 
beş ana bileşenden oluşmaktadır. Ağırlıklar, 
yapay sinir ağına giren bağımsız değişkenlerin 
(girdi değişkenlerinin) ilgili nöron üzerindeki 
etkisini ve önem derecesini gösteren bağlantı 
katsayılarıdır (Öztemel, 2012). Yapay sinir 
ağlarında her bir giriş değişkeni (𝑥𝑥𝑖𝑖), kendisine 
ait bir ağırlık katsayısı (𝑤𝑤𝑖𝑖𝑖𝑖) ile ilişkilidir. Bu 
ağırlık katsayıları, giriş bilgisinin nöron 
çıktısına ne ölçüde etki edeceğini belirleyen 
parametrelerdir (Elmas, 2003). Toplama 
fonksiyonu bir hücreye gelen net girdiyi 
hesaplar. Bu fonksiyon aşağıdaki gibi formüle 
edilir.

 

𝑧𝑧𝑗𝑗 = �(𝑤𝑤𝑖𝑖𝑖𝑖

𝑛𝑛

İ=1

𝑥𝑥𝑖𝑖 + 𝑏𝑏𝑗𝑗)                                       (1) 

Burada; 𝑥𝑥𝑖𝑖: giriş değişkenlerini, 𝑤𝑤𝑖𝑖𝑖𝑖: i’inci 
giriş ile j’inci nöron arasındaki bağlantı 
ağırlığını, 𝑛𝑛: giriş (proses) elemanı sayısını, 
𝑏𝑏𝑗𝑗(bias): modelin öğrenme sürecini daha esnek 
hale getiren sabit terimi ve 𝑧𝑧𝑗𝑗: nörona gelen net 

girdiyi ifade etmektedir. Toplam fonksiyonu 
sonucunda elde edilen değer, doğrusal ya da 
doğrusal olmayan türevlenebilir bir aktivasyon 
fonksiyonundan geçirilerek işlem elemanının 
çıktısı hesaplanır. Bu durum aşağıdaki gibidir 
(Yavuz ve Deveci, 2012).  
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𝑦𝑦 = 𝑓𝑓(𝑧𝑧𝑗𝑗) = 𝑓𝑓 ��(𝑤𝑤𝑖𝑖𝑖𝑖

𝑛𝑛

İ=1

𝑥𝑥𝑖𝑖 + 𝑏𝑏𝑗𝑗)�                (2) 

 

Burada; 𝑥𝑥𝑖𝑖: giriş değişkenlerini, 𝑤𝑤𝑖𝑖𝑖𝑖: i’inci 
giriş ile j’inci nöron arasındaki bağlantı 
ağırlığını, 𝑏𝑏𝑗𝑗: bias (eşik/sabit) terimini, 𝑧𝑧𝑗𝑗: 
nörona gelen net girdiyi, 𝑓𝑓(. ): aktivasyon 
fonksiyonunu, 𝑦𝑦: nöronun çıktısını ifade 
etmektedir. Bu çalışmada yapay sinir ağı 
modeli, zaman serisi yaklaşımına dayalı olarak 
oluşturulmuştur. Modelde bağımsız değişken 
olarak yıllar doğrudan kullanılmak yerine, inek 
sütü üretim miktarının önceki 12 döneme ait 

gecikmeli gözlemleri (lag değerleri) giriş 
katmanını oluşturmuştur. Başka bir ifadeyle, 
yapay sinir ağına ait 12 girdi, süt üretim 
miktarının geçmiş 12 döneme ait değerlerini 
temsil etmektedir. Bu yapı sayesinde model, 
zaman serisindeki eğilim ve örüntüleri 
öğrenerek bir sonraki döneme ait üretim 
miktarını tahmin etmektedir. R kodu ile 
oluşturulan 12 girdi, 12 gizli nöron ve 1 
çıktıdan oluşan yapay sinir ağı yapısının 
benzetilmiş diyagramı Şekil 1’de verilmiştir. 

 

 
Şekil 1. 12 girişli (gecikmeli gözlemler), 1 gizli katmanlı (12 nöron) ve 1 çıkışlı yapay sinir ağı mimarisi 
Figure 1. Artificial neural network architecture with 12 inputs (delayed observations), 1 hidden layer (12 

neurons) and 1 output 
 

Şekil 1’de X1–X12: Giriş değişkenleri (bu 
çalışmada süt üretiminin 12 gecikmeli (lag) 
değerleri), I1–I12: Giriş katmanındaki 
nöronları temsil eder (input neurons). Yani, X 
değerlerinin sinir ağına giriş yaptığı 
düğümlerdir. H1–H12: Gizli katman nöronları 
(hidden layer neurons). B1: Gizli katmana ait 
bias (eşik) terimi. B2:Çıkış katmanına ait bias 
terimi. O1 / Y: Çıkış nöronu (tahmin edilen süt 
üretim miktarı). YSA’da nöron davranışını 

belirleyen önemli etmenlerden biri de 
aktivasyon fonksiyonudur (Efe ve Kaynak, 
1999). YSA’da nöronun çıkış genişliği, 
istenilen değerler arasında sınırlanır. Bu 
değerler genellikle [0, 1] veya [-1, 1] 
arasındadır (Sağıroğlu ve ark., 2003). 
Aktivasyon fonksiyonu hücreye gelen net 
girdiyi işleyerek hücrenin bu girdiye karşılık 
üreteceği çıktıyı belirler. Aktivasyon 
fonksiyonu olarak genellikle doğrusal olmayan 
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bir fonksiyon seçilir (Çayıroğlu, 2015). Genel 
olarak en yaygın kullanılan aktivasyon 
fonksiyonlarından biri hiperbolik tanjant 
aktivasyon fonksiyonudur. Hiperbolik tanjant 

aktivasyon fonksiyonunun çıkış değerleri -1 ile 
1 arasında değişmektedir (Çayıroğlu, 2015). 
Bu fonksiyon,

  

𝑓𝑓(𝑥𝑥) =
𝑒𝑒𝑥𝑥 − 𝑒𝑒−𝑥𝑥

𝑒𝑒𝑥𝑥 + 𝑒𝑒−𝑥𝑥
                                    (3) 

şeklinde hesaplanır (Öztemel, 2012; Alp ve 
Öz, 2019). Burada; e değeri: Euler sabiti olup 
𝑒𝑒 = 2.71828 değerini alır.  
 
2.2.1.1. Geri yayılım algoritması seçimi  

Geri yayılım yapay sinir ağı modeli, geri 
beslemeli bir öğrenme mekanizması kullanır. 
Levenberg–Marquardt (trainlm) öğrenme 
algoritması literatür de çok sık kullanılan bir 
algoritmadır.  Öğrenme algoritmasının 
seçilmesinden sonra model mimarisinin 
belirlenmesinde en önemli adımlardan biri 
gizli katmandaki nöron sayısının tespit 
edilmesidir. Gizli katmandaki nöron sayısının 

mümkün olduğunca düşük tutulması 
önerilmektedir. Çünkü nöron sayısının az 
olması modelin genelleme yeteneğini 
artırırken, aşırı nöron kullanımı modelin 
eğitim verisini ezberlemesine (overfitting) yol 
açabilmektedir (Stern, 1996). 
 
2.2.2. Model uygunluk kriterleri 

YSA model performansı genellikle Hata 
Kareler Ortalamasının Karekökü (RMSE), 
Ortalama Mutlak Hata (MAE) ve belirleme 
katsayısı (R2) ile tespit edilir. RMSE, MAE ve 
R2 aşağıdaki gibi hesaplanır (Willmott ve 
Matsuura, 2005; Singh ve ark., 2009).  

 

𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅 = �∑ �𝑌𝑌𝑖𝑖 − 𝑌𝑌�𝑖𝑖�
2𝑛𝑛

𝑖𝑖=1
𝑛𝑛

                                          (4) 

 
                             

𝑀𝑀𝑀𝑀𝑀𝑀 =
∑ �𝑌𝑌𝑖𝑖 − 𝑌𝑌�𝑖𝑖�𝑛𝑛
𝑖𝑖=1

𝑛𝑛
                                                   (5) 

 

𝑅𝑅2 = 1 −
∑ �𝑌𝑌𝑖𝑖 − 𝑌𝑌�𝑖𝑖�

2𝑛𝑛
𝑖𝑖=1
∑ (𝑌𝑌𝑖𝑖 − 𝑌𝑌�)2𝑛𝑛
𝑖𝑖=1

                               (6) 

 

Burada; 𝑌𝑌𝑖𝑖: Bağımlı değişkenin gözlenen 
değerleri, 𝑌𝑌𝚤𝚤� : Bağımlı değişkenin tahmini 
değerleri, 𝑌𝑌�: 𝑌𝑌𝑖𝑖’nin ortalaması, n: gözlem 
sayısıdır.  Yapay sinir ağı modelinin eğitimi 
sırasında hata minimizasyonu amacıyla Hata 
Kareler Ortalaması (Mean Squared Error, 
MSE) kayıp fonksiyonu kullanılmıştır. 
Modelin optimizasyon sürecinde tahmin edilen 
ve gözlenen değerler arasındaki farklar 

minimize edilerek ağ ağırlıkları geri yayılım 
(backpropagation) algoritması ile 
güncellenmiştir. Bu sayede modelin tahmin 
hatasının azaltılması ve genelleme 
performansının artırılması hedeflenmiştir. 
Modelin eğitiminde hata fonksiyonu olarak 
Hata Kareler Ortalaması (Mean Squared Error, 
MSE) kullanılmıştır. MSE, aşağıdaki şekilde 
tanımlanır (Hastie ve ark., 2009; Goodfellow 
ve ark., 2016). 

 
 

 

𝑀𝑀𝑀𝑀𝑀𝑀 =
∑ �𝑌𝑌𝑖𝑖 − 𝑌𝑌�𝑖𝑖�

2𝑛𝑛
𝑖𝑖=1

𝑛𝑛
                                               (7) 
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Bu kayıp fonksiyonu, büyük hataları daha 
fazla cezalandırarak modelin daha hassas 
öğrenmesini sağlamaktadır. Bu çalışmada, 
verilerin istatistik analizi Zaitun Time Series 
yazılım programı (v 0.1.3) ile yapılmıştır 
(Zaitun Time Series, 2009). Yapay sinir 
ağlarının mimari yapısı ise R sürüm 4.4.2 
(2024-10-31 ucrt) bilgisayar programı ile 
gerçekleştirilmiştir (R Core Team, 2024). 

 
3. Bulgular ve Tartışma 

Yapay sinir ağı giriş, gizli ve çıktı 
katmanlarının sayıları sırasıyla 12–12–1 olarak 
belirlenmiş olup, geri yayılım öğrenme 
algoritması (Backpropagation Learning) 
kullanılarak model 1000 iterasyon boyunca 
eğitilmiştir. YSA yönteminde inek sütü üretim 

miktarı verileri için hiperbolik tanjant 
aktivasyon fonksiyonu kullanılmıştır. Model 
performansını değerlendirmek için R2, RMSE 
ve MAE istatistikleri kullanılmıştır. İnek sütü 
üretimi için YSA yönteminde R2=0.877, 
RMSE=44742.63 ve MAE=35808 
bulunmuştur. Bu çalışmada kullanılan veri seti, 
2010-2025 yılları arasındaki aylık inek sütü 
üretim miktarlarını kapsamaktadır. Yapay sinir 
ağı modeli, zaman serisinin gecikmeli (lag) 
yapısı kullanılarak oluşturulmuş ve bu nedenle 
ilk 12 gözlem modelin giriş yapısını 
oluşturmak amacıyla kullanılmıştır. Model 
sonuçlarına ait gözlenen değerler, tahmin 
edilen değerler ve hata terimleri Tablo 2’de 
sunulmuştur. 

 

Tablo 2. 2010-2025 yılları arasındaki aylık gözlenen süt üretim miktarları, yapay sinir ağı tahminleri ve 
hata terimleri 
Table 2. Monthly observed milk production amounts, artificial neural network predictions, and error 
terms between 2010-2025  
Yıl, Aylar Gözlenen değerler  Tahmin edilen değerler  Hata terimleri  
Ocak 2010 494351 NaN NaN* 
Şubat 2010 492360 NaN NaN 
… … … … 
Aralık 2010 544004 NaN NaN 
Ocak 2011 561528 561613 -85,338 
Şubat 2011 545628 592022 -46394 
…. …. …. …. 
Aralık 2011 586867 570343 16524,30 
Ocak2012 634578 615850,16 18727,842 
Şubat 2012 631521 644410,53 -12889,53 
…. …. …. …. 
Aralık  2012 614276 621190,44 -6914,44 
…. …. …. …. 
…. …. …. …. 
…. …. …. …. 
Haziran 2025 935049 964280,34 -29231,34 
Temmuz 2025 946158 962326,70 -16168,70 
Ağustos 2025 933234 951256,45 -18022,45 

*NaN değerleri; yapay sinir ağı modelinin gecikmeli (lag) yapısından kaynaklanmakta olup, başlangıç dönemine ait gözlemlerin model girdisi 
olarak kullanılmamasından dolayı tahmin üretilememiştir.  
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Şekil 2. Gerçek ve tahmin edilen değerlerin grafiği (Actual: Gerçek değerler, Predicted: Tahmin edilen değerler) 

Figure 2. Graph of actual and predicted values (Actual: Actual values, Predicted: Predicted values) 
 

Türkiye’de inek sütü üretim tahmini için 
YSA uygulaması sonucu gerçek ve tahmin 
edilen değerlerin seyri ve dağılımı grafiği Şekil 
2’de verilmiştir. Şekil 2’de sunulan grafiğe 
genel olarak bakıldığında, hem mavi hem de 
kırmızı çizgilerde zamanla hafif bir yükseliş 
eğilimi olduğu görülmektedir. Yani, verilerin 
değeri yıllar geçtikçe artma eğilimindedir. 

Grafikte oldukça belirgin bir mevsimsel desen 
(tekrarlayan döngüler) bulunmaktadır. Her yıl 
içinde düzenli olarak zirveler ve dipler 
yaşanmaktadır. Model, bu mevsimsel döngüyü 
çok iyi bir şekilde yakalamış görünmektedir. 
YSA uygulaması sonucu elde edilen hata 
terimlerinin grafiği Şekil 3’te sunulmuştur.  

 

 
Şekil 3. Hata terimleri grafiği (Residual: Hata terimleri) 

Figure 3. Error terms graph (Residual: Error terms) 
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Şekil 3’te hata terimlerinin dağılımı 
görülmektedir. Hataların sıfır çizgisinin 
üstünde ve altında düzenli olarak 
dalgalanması, ilk grafikte görülen mevsimsel 
yapının bir kısmının hâlâ hatada kaldığını 
gösterir. Kalıntılarda hala mevsimsel bir desen 

(veya döngüsel bir yapı) kalmıştır. Özellikle 
2017-2018 dönemlerinde ve sonrasında negatif 
yönde (eksik tahmin) sapmalar vardır. İnek 
sütü üretim miktarı hata terimleri ile gerçek 
değerlerin grafiği Şekil 4’te verilmiştir.  

 

 
Şekil 4. Hata terimleri ve gerçek değerlerin grafiği (Residual: Hata terimleri, Actual: Gerçek değerler) 

Figure 4. Graph of error terms and actual values (Residual: Error terms, Actual: Actual values) 
 

Şekil 4’te gerçek değerler ile hata terimleri 
birbirinden bağımsız olup rasgele 

dağılmışlardır. Şekil 5’te hata terimleri ile 
tahmin edilen değerlerin grafiği verilmiştir. 

 

 
Şekil 5. Hata terimleri ve tahmin edilen değerlerin grafiği (Residual: Hata terimleri, Predictied: Tahmin edilen 

değerler) 
Figure 5. Graph of error terms and predicted values (Residual: Error terms, Predictied: Predicted values) 

 

Şekil 5’te gösterilen grafik, YSA modelinin 
tahmini yüksek değerlere ulaştığında, hata 

oranının arttığını ve sistematik olarak aşırı 
tahmin yapma eğiliminde olduğunu güçlü bir 
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şekilde teyit etmektedir. Bu sonuçlara göre, 
Türkiye’de 2026 yılı Ocak-Aralık dönemi inek 

sütü üretim miktarı öngörüleri (tahminleri) 
Tablo 3’te verilmiştir.   

 

Tablo 3. Türkiye’de 2026 yılı Ocak-Aralık dönemi inek sütü üretim miktarı öngörüleri (Ton) 
Table 3. Predictions of cow milk production amount in Türkiye for the period January-December 2026 
(Tons) 
Aylar  Öngörüler (Ton)  Alt sınır %95 Üst sınır %95 
Ocak 955566,12 859216,80 1029892,12 
Şubat 945605,59 841187,22 1011862,54 
Mart 985781,57 886066,43 1056741,75 
Nisan 971845,62 877825,96 1048501,28 
Mayıs 983732,82 891492,29 1062167,61 
Haziran 958010,87 875725,63 1046400,95 
Temmuz 953098,15 884994,93 1055670,25 
Ağustos 947575,06 879533,99 1050209,31 
Eylül 920046,79 861119,78 1031795,10 
Ekim 930843,60 859400,80 1030076,12 
Kasım  921918,76 858282,64 1028957,96 
Aralık 937708,82 864132,00 1034807,32 

 

Tablo 3, YSA modelinin Türkiye’de 2026 
yılının Ocak ayından Aralık ayına kadarki 
dönem için ürettiği inek sütü üretim miktarı 
öngörülerini göstermektedir. Tahminler, 2026 
yılı boyunca genel olarak 920046,79 ton ile 
985781,57 ton aralığında değişmiştir. 
Tahminler, 2026 yılının başından ortasına 
doğru (yılın ilk yarısında: Ocak-Haziran ayları 
arasında) genel olarak artan bir eğilim 
göstermiş olup özellikle Mart ve Mayıs 
aylarında en yüksek (zirve) değerlerine 
ulaşmıştır. Tahminler, 2026 yılının ortasından 
sonuna doğru (yılın ikinci yarısında: Temmuz-
Aralık ayları arasında) ise genel olarak azalan 
bir eğilim göstermiş olup özellikle Eylül ve 
Kasım aylarında en düşük (dip) değerlerine 
ulaşmıştır. Bu durum modelin, verilerdeki 
yıllık en yüksek ve en düşük dönemini doğru 
bir şekilde yakalamaya çalıştığını gösterir. 
Hayvansal üretim araştırmalarında, özellikle 
süt sığırcılığı alanında süt veriminin tahmini 
amacıyla yapay sinir ağlarının (YSA) 
kullanımı yaygınlaşmıştır. Literatürde, YSA 
modellerinin geleneksel istatistiksel 
yöntemlere kıyasla daha yüksek tahmin 
performansı sunduğunu ortaya koyan çok 
sayıda çalışma bulunmaktadır. Bu 
çalışmalarda genel olarak YSA modellerinin 
daha yüksek belirleme katsayısı ve daha düşük 
hata değerleri ile öne çıktığı rapor edilmiştir. 
Bu çalışmadan elde edilen bulgular da 

literatürdeki sonuçlarla paralellik 
göstermektedir. Nitekim, inek sütü üretim 
miktarının tahmininde kurulan YSA 
modelinde belirleme katsayısı R²=0.877 olarak 
elde edilmiş olup, bu değer modelin 
açıklayıcılık gücünün yüksek olduğunu 
göstermektedir. Ayrıca model için hesaplanan 
RMSE = 44742.63 ve MAE = 35808 değerleri, 
tahmin hatalarının kabul edilebilir düzeyde 
olduğunu ve modelin gerçek değerlere yakın 
sonuçlar üretebildiğini ortaya koymaktadır. 
Literatürde, yapay sinir ağlarının süt verimi ve 
süt üretim miktarının tahmininde geleneksel 
istatistiksel yöntemlere kıyasla daha yüksek 
doğruluk sağladığı birçok çalışmada ortaya 
konulmuştur (Grzesiak ve ark., 2003; Sharma 
ve ark., 2007; Takma ve ark., 2012). Bu 
çalışmada elde edilen bulgular da söz konusu 
sonuçlarla paralellik göstermektedir. Elde 
edilen bu sonuçlar, süt üretim miktarının 
doğrusal olmayan ve karmaşık yapısının YSA 
modelleri tarafından başarılı bir şekilde temsil 
edilebildiğini göstermektedir. Süt üretimi; 
iklim koşulları, yemleme uygulamaları, 
genetik özellikler ve işletme yönetimi gibi 
birçok faktörün etkileşimi ile şekillenen çok 
boyutlu bir süreçtir. Bu nedenle, geleneksel 
doğrusal modeller bu karmaşık ilişkileri 
açıklamada yetersiz kalabilirken, YSA 
modelleri bu tür doğrusal olmayan ilişkileri 
daha esnek bir şekilde modelleyebilmektedir. 
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Bununla birlikte, literatürde bazı çalışmalarda 
YSA modellerinin performansının kullanılan 
veri setine, model mimarisine ve seçilen 
parametrelere bağlı olarak değişebileceği de 
vurgulanmaktadır. Bu bağlamda, bu çalışmada 
kullanılan 12–12–1 mimarili ve hiperbolik 
tanjant aktivasyon fonksiyonuna sahip 
modelin, inek sütü üretim miktarının 
tahmininde uygun bir yapı sunduğu 
söylenebilir. Sonuç olarak, bu çalışma 
Türkiye’de inek sütü üretim miktarının 
tahmininde yapay sinir ağlarının etkin ve 
güvenilir bir yöntem olduğunu ortaya 
koymakta olup, elde edilen bulgular 
literatürdeki benzer çalışmalarla uyum 
göstermektedir. Ayrıca, geliştirilen modelin 
tarımsal üretim planlaması ve politika 
geliştirme süreçlerinde karar vericilere katkı 
sağlayabileceği değerlendirilmektedir. 
Literatürde, yapay sinir ağlarının süt verimi ve 
süt üretim miktarının tahmininde geleneksel 
yöntemlere kıyasla genellikle daha yüksek 
performans gösterdiği rapor edilmektedir. 
Nitekim Grzesiak ve ark. (2006) ile Ergülen ve 
Topuz (2008) tarafından yapılan çalışmalarda, 
YSA modellerinin daha yüksek belirleme 
katsayısı ve daha düşük hata oranları sağladığı 
belirtilmiştir. Benzer şekilde, Küçükönder ve 
ark. (2015) tarafından geliştirilen modelin de 
gerçek değerlere yüksek düzeyde uyum 
sağladığı ifade edilmiştir. Bununla birlikte 
Sanzogni ve Kerr (2001) çalışmasında 
görüldüğü üzere, YSA modellerinin 
performansının model yapısına bağlı olarak 
değişebileceği de vurgulanmıştır. Bu 
çalışmada elde edilen R² = 0.877, RMSE = 
44742.63 ve MAE = 35808 değerleri, söz 
konusu literatür bulgularıyla uyumlu olup, 
yapay sinir ağlarının inek sütü üretim 
miktarının tahmininde başarılı bir şekilde 
kullanılabileceğini göstermektedir. Elde edilen 
sonuçlar, süt üretim sürecinin çok faktörlü ve 
doğrusal olmayan yapısının YSA modelleri 
tarafından etkin bir şekilde temsil 
edilebildiğini ortaya koymaktadır. Öte yandan, 
literatürde YSA modellerinin yüksek doğruluk 
sağlamasına karşın, geniş ve kaliteli veri 
gereksiniminin önemli bir sınırlılık olduğu da 
belirtilmektedir (Ar ve Şahinli, 2022). Bu 
durum, model performansının veri setinin 

kapsamı ve kalitesi ile doğrudan ilişkili 
olduğunu göstermektedir. Bu bağlamda, 
mevcut çalışmada elde edilen başarılı 
sonuçların kullanılan veri setinin yapısı ve 
model mimarisinin uygunluğu ile ilişkili 
olduğu değerlendirilmektedir. Süt sığırcılığı, 
hayvansal üretim sektörünün önemli bir alt 
dalını oluşturmaktadır ve süt üretim miktarı ile 
süt verimi bu alanın temel performans 
göstergeleridir. Ülkemizde yapay zekâ temelli 
yöntemlerin hayvansal üretim alanındaki 
uygulamaları giderek yaygınlaşmaktadır. Bu 
tekniklerin gelişimi ile birlikte, gelecekte 
hayvansal üretim faaliyetlerinde daha yüksek 
performans düzeylerine ulaşılması 
beklenmektedir. 
 
4. Sonuç 

Geliştirilen YSA modeli, Türkiye’de inek 
sütü üretim miktarının karmaşık zaman serisi 
yapısını modellemede genel olarak başarılıdır. 
Modelin güçlü R2=0.877 değeri, modelin 
verinin temel eğilim ve mevsimsellik 
bileşenlerini doğru bir şekilde öğrendiğini ve 
bu yapıyı geleceğe yansıtabildiğini teyit 
etmektedir. Modelin 2026 yılı öngörüleri, 
serinin tarihi desenine uygun olarak Mart ve 
Mayıs aylarında zirve, Eylül ve Kasım 
aylarında dip yapacak şekilde istikrarlı bir 
mevsimsel döngüyü koruyacağını 
göstermektedir. Sonuç olarak; YSA modelinin 
hayvansal üretim modellemesi için uygun bir 
araç olduğu saptanmakla birlikte, ileriye 
yönelik çalışmaların tahmin hassasiyetini 
artırmaya odaklanması gerekmektedir. 
Özellikle model mimarisinin, tekrarlayan sinir 
ağı (RNN: Recurrent Neural Network) veya 
uzun kısa süreli bellek ağı (LSTM: Long 
Short-Term Memory) gibi zaman serisi 
bağımlılıklarını daha etkin yakalayabilen 
gelişmiş yapılarla genişletilmesi 
önerilmektedir. Ayrıca kayıp fonksiyonunun 
(örneğin: Huber Loss), büyük ve sistematik 
hataları daha iyi yönetebilecek şekilde 
optimize edilmesi RMSE değerini azaltarak 
modelin geleceğe yönelik öngörü 
performansını artıracaktır. 
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